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Resumo: Este artigo investiga a real contribui¢io de modelos cooperativos simbolico-conexionistas de
aprendizado supervisionado de maquina. Inicialmente sdo apresentadas as principais caracteristicas de
dois sistemas representativos que implementam esse tipo de colaboragao, com o objetivo de subsidiar
tal investigagdo. A seguir, a plausibilidade da colaboragdo simbolico-conexionista viabilizada em cada
um dos sistemas e os eventuais beneficios que tal colaboragdo pode trazer sao analisados, discutidos e
questionados.
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1. Introducao

As limitacdes de cada um dos varios modelos de Aprendizado de Maquina — AM — e das técnicas
disponibilizadas em cada um deles estdo cada vez mais evidentes. Pode se verificar na literatura que a
pesquisa em AM se direciona na busca de refinamentos de técnicas ja consagradas e estabilizadas, com
vistas a contornar e/ou eliminar algumas de suas fragilidades. E fato que por mais refinada e ajustada
que uma determinada técnica de AM seja, ela €, entre outros, fortemente determinada pelo dominio de
conhecimento em que atua, pelos diferentes tipos de informagéo de que faz uso e pelas linguagens de
representagio de conhecimento que emprega. Sob certos aspectos, tais fatores controlam e confinam a
atuacdo da técnica ndo apenas a determinados dominios mas também ao aprendizado de apenas
determinadas classes de conceitos.

Com o objetivo de ampliar o escopo de atuagdo de sistemas de aprendizado automatico, € intuitivo
e natural cogitar sistemas que buscam a promogdo da diversidade de tecnicas, ou disponibilizando
maneiras que permitam uma colaboragdo entre elas ou entdo viabilizando a integragdo de algumas
delas. Esta é uma das principais justificativas utilizadas para a proposta de sistemas cooperativos de
aprendizado de maquina. Este artigo investiga algumas das possiveis colaboragdes/integragdes entre o
modelo conéxionista e o simbélico, examinando dois sistemas representativos que implementam tais
idéias. buscando delinear. para esses sistemas, os seus limites bem como evidenciar se efetivamente
eles oferecem uma cooperagao significativa, plausivel e vantajosa.

O artigo esta organizado da seguinte maneira: na Se¢o 2 sdo apresentados conceitos relativos a
aprendizado de maquina, aprendizado neural e aprendizado simbolico, para contextualizar a area de
pesquisa e subsidiar a discussio que se segue. As Segbes 3 e 4 apresentam respectivamente as
principais caracteristicas do sistema KBANN [Towell (1991)] e do sistema TREPAN [Craven (1996)].
A Secdo 5 discute as caracteristicas operacionais de ambos sistemas, formas de representagdo de
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conhecimento utilizadas e as possiveis perdas resultantes das transformagdes necessarias que o
conhecimento representado deve sofrer, com o objetivo de viabilizar a cooperagao. Além disso, busca
identificar se efetivamente tais tipos de sistemas trazem algum beneficio que justifique o investimento
no seu desenvolvimento. A Secdo 6 apresenta conclusdes e linhas para a continuidade da investigagao.

2. Aprendizado Empirico: Aprendizado Neural e Aprendizado Simbolico

Aprendizado empirico pode ser caracterizado como o aprendizado realizado por meio de
generalizagdes a partir de um conjunto de exemplos (ou instancias) do conceito a ser aprendido,
conhecido como conjunto de ireinamento. Cada exemplo do conjunto de treinamento € geralmente
descrito como um vetor de pares atributo-valor de atributo e uma classe associada, classe esta que
identifica o conceito ao qual o exemplo pertence. O fato da descrigdo do exemplo de treinamento
incluir também o conceito ao qual o exemplo pertence caracteriza o chamado aprendizado
supervisionado. Aprendizado simbolico e aprendizado neural sdo dois modelos de aprendizado
“supervisionado. O processo de indugdo realizado tanto por metodos conexionistas quanto por
simbolicos € fun¢ao do conjunto de treinamento.

O aprendizado usando meétodos simbolicos pode ser abordado como uma busca que deve ser
realizada no espago das possiveis expressdes do conceito a ser aprendido, de maneira a encontrar
aquela(s) expressao(des) simbolica(s) que “melhor” generaliza(m) o conjunto de treinamento
fornecido. Neste contexto. dois dos principais critérios utilizados, que evidenciam a “melhor™ hipotese
sdo a precisdo na classificagdo de novos exemplos e a compreensibilidade (por humanos) da expressao
do conceito. Em métodos simbolicos a expressao do conceito aprendido geralmente € descrita como
regras de produgdo e/ou arvores de decisao. O sucesso de algumas das implementagdes do modelo
_simbolico, tal como o sistema CN2 [Clark (1989)] comprova a efetividade de tal modelo.

Por outro lado, o aprendizado conexionista pode ser caracterizado como o processo de reajuste de
pesos de conexdes e de valores das fungdes de ativagdo nas unidades que definem a rede. O conceito
aprendido por uma rede neural a partir de um conjunto de treinamento € a propria rede obtida apos a
fase de treinamento. representada por sua topologia, pelas fungdes de ativagdo e pelos pesos das
conexdes rede. Redes neurais sdo inerentemente paralelas, sao tolerantes a falhas e geralmente tém um
processamento eficiente.

Os primeiros trabalhos que simultaneamente abordam esses dois modelos de aprendizado
supervisionado se limitam a comparar o desempenho de ambos (representados pelo ID3 [Quinlan-
(1986)] e Backpropagation [Rumelhart et al.(1986)]) em varios ‘dominios de conhecimento. Os
resultados obtidos ndo foram conclusivos (ver, por exemplo, [Fisher (1989)] e [Mooney et al. (1989)]).
De qualquer maneira, como comentado em [Shavlik (1994)], ~... esses estudos ndo produziram
resultados consistentes e a conclusio final deles € que redes neurais treinadas tém precisdo pelo menos
comparavel a de arvores de decisio, em tarefas que podem ser consideradas simbolicamente
orientadas.” ; ‘

O fato de redes neurais serem de dificil compreensibilidade € a principal justificativa usada por
todos os métodos e algoritmos que se propdem a investir na combinagdo e/ou integragado dos modelos
simbolico e conexionista. Redes neurais sdo dificeis de serem interpretadas, apos o seu treinamento.
‘Em contrapartida, métodos simbolicos oferecem, como resultado. a expressao simbolica do conceito,
que pode ser facilmente lida por um ser humano. O principal objetivo desta linha de pesquisa € fazer
com que redes neurais ganhem um maior grau de aceitagdo por parte do usuario. A possibilidade de
"visualizar" uma rede neural como um conjunto de regras teoricamente promove o entendimento da
rede por parte do usuario, com possiveis ganhos na confiabilidade que tal usuario deposita na rede. Isso
contribui para o fortalecimento de redes neurais como uma ferramenta de aprendizado e generalizaggo.
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Em [Craven (1993)] € comentado que ~ para muitos problemas para os quais compreensibilidade ¢
importante, redes neurais fornecem uma generalizagio melhor do que os algoritmos simbolicos usuais.
nesses dominios, € importante existir a possibilidade de extragdo de descrigdes compreensiveis de
conceito, a partir de redes neurais.” Acreditamos que tal comentario €, no minimo, superficial e
tendencioso. E superficial porque faz uma afirmagio sem muita fundamentagao e é tendencioso porque
e utilizado como uma justificativa para o sistema que aqueles autores implementaram.

Nao acreditamos que redes neurais precisam necessariamente ser explicadas, no sentido simbolico
da palavra “explicagdo™, para serem confiaveis. Mesmo porque o simples fato de uma rede ser
“representada” simbolicamente ndo necessariamente implica o aumento de sua confiabilidade. Nao
acreditamos que uma regra para ser confiavel, necessita ser completamente “entendida” por um
especialista humano. Desconhecemos estudos que “quantificam”™ o quanto um ser humano compreende
uma regra que envolve, por exemplo, 15 ou 20 condigdes (seja ela obtida por um sistema simbolico de
aprendizado ou entdo, obtida como “tradu¢do” de uma rede neural). Acreditamos que seres humanos
nido tém condi¢des de avaliar completamente a compreensibilidade de tais regras. E mesmo que
tivessem, nos perguntamos porque eles proprios ndo escreveram a regra, ao invés de usar um sistema
de aprendizado de maquina para inferi-las.

As duas proximas se¢des apresentam os sistemas KBANN e TREPAN respectivamente. Devido a
limitagdo de espago, nos limitamos apenas a fornecer uma visdo geral de cada um desses sistemas,
buscando mostrar como o modelo cooperativo simbolico-conexionista foi implementado em cada um
deles. Esses sistemas tém maneiras diferenciadas de abordar tal colaboragéo.

3. O Modelo KBANN

O modelo KBANN (Knowledge Based Neural Network) pode ser categorizado como um modelo
tipicaménte cooperativo, onde o aprendizado neural é usado para o refinamento do conhecimento
simbolico preexistente. Neste modelo, o unico tipo de aprendizado que efetivamente acontece, € o
neural. O sistema KBANN, implementagdo do modelo, € constituido por trés modulos, Insercio,
Refinamento e Extragdo, mostrados na Figura 1 e descritos a seguir. O sistema KBANN recebe como
entrada um conjunto de regras simbolicas e gera, como saida, um outro conjunto de regras simbolicas,
refinamento do primeiro. A cooperagao acontece quando o hackpropagation € utilizado para refinar o
conjunto inicial de regras simbolicas.

3.1 O Modulo de Insercao

Implementa um algoritmo que “traduz™ o conjunto de regras simbolicas que € entrada para o sistema,
em uma rede neural, cria uma rede neural que se comporta da mesma maneira (com relagdo a
classificag@o), que o conjunto de regras simbolicas de entrada. Para fazer a tradu¢do o modulo usa a
correspondéncia mostrada na Tabela 1, o que permite definir a topologia da rede bem COmo O peso
inicial das conexoes.

A informagdo simbolica inicial € fornecida como um conjunto de clausulas de Horn que obedecem
uma determinada sintaxe, devendo ser aciclicas e proposicionais (no modulo seguinte a rede gerada ¢
usada com o backpropagation, que ndo manipula variaveis).

O modulo traduz o conjunto de regras em uma rede neural fazendo inicialmente a tradugdo
individual de cada regra em uma pequena subrede; cada uma destas subredes deve reproduzir, com
precisdo, o comportamento da regra da qual foi derivada. Feito isso as subredes sio organizadas em
uma rede unica que reflete o comportamento de todo o conjunto de regras. O algoritmo inicialmente
traduz um conjunto de regras em uma rede e, entdo, expande a rede obtida, de maneira que ela possa
ser capaz de aprender conceitos ndo cobertos pelo conjunto inicial de regras. A Figura 2 mostra um
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conjunto inicial de regras que representa um disjunto, sua reescrita e a transformagdo do novo conjunto
de regras em uma rede, onde © indica o peso da conexdo. Todos esses passos sdo realizados pelo
modulo de Inser¢ao.

i Insergao .
 .eccesessasmsusesssemecsisesasassesasnnag

-\ Exemp/os

Rede Neural
estrutura de dados —

“saida do sistema \j/
modulo : 5

Figura 1. O sistema KBANN

Tabela 1. Correspondéncia entre uma base de conhecimento
(expressa como conjunto de regras) ¢ redes neurais

base de conhecimento rede neural
conclusoes finais unidades de saida
fatos » unidades de entrada
conclusdes intermediarias | unidades intermediarias
dependéncias conexdes ponderadas
° w2

A-A I
A:-B.C. A-D
A-D. = A-E -
A-E.

>,
w
3]

Figura 2 Exemplo de tradug¢do de um conjunto de regras em uma rede neural

3.2 O Modulo de Refinamento

Faz um refinamento da rede criada pelo Modulo de Inser¢ao, usando o algoritmo hackpropagation e o
conjunto de exemplos de treinamento fornecido ao sistema. Enquanto que o mecanismo de aprendizado
¢ essencialmente o hackpropagation padrao, a rede na qual ele opera nao € padrao. E a rede criada pelo
modulo Inser¢do e que deve, teoricamente, refletir o comportamento do conjunto de regras simbolicas.
O fato da rede nao ser padrio traz uma série de inconveniéncias quando do uso do hackpropagation.
Devido a maneira como ela foi criada, tal rede apresenta uma “resisténcia ao desaprendizado™ (e
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portanto, resisténcia ao desaprendizado de erros), problema conhecido como flat spot do
backpropagation. A solugao adotada pelo KBANN ¢ aquela proposta em [Hinton (1989)]; essa solugdo
€ conveniente porque reduz os problemas que existem no inicio do treinamento, quando a rede gera
respostas que estao possivelmente erradas, com alto grau de confianga.

3.3 O Modulo de Extracao

Apos o seu refinamento uma rede KBANN pode ser usada como um classificador bastante preciso;
entretanto, continua apresentando o mesmo problema tipico de redes neurais, comentado anteriormente
na Segdo 2. que ¢é aquele de ndo fornecer explicacdo de como derivou a resposta. Este fato

naturalmente impede que o resultado de seu aprendizado possa ser compartilhado ou entendido por
seres humanos.

O Modulo de Extragao tem por ob_jetivo a tradugdo do conhecimento representado por uma rede
KBANN, em regras simbolicas. Para que essa tradugdo possa ser realizada, algumas pre-condigdes
necessitam ser validas. A primeira pré-condi¢do € a de que, apos o seu refinamento, redes KBANN néo
mudam o significado de suas unidades. Essa suposi¢do € importante para que metodos de extragdo de
regras possam atribuir rotulos a unidades associadas a consequentes e antecedentes da regra,
promovendo assim a compreensibilidade das regras a serem extraidas. A -utilidade de rotulos €
comprometida se o significado das unidades mudam apos o refinamento da rede. A segunda pre-
condi¢do € a de que quase todas as unidades em uma rede KBANN treinada ou estdo completamente
ativadas (com ativagdao quase 1), ou entdo, estdo completamente desativadas (com ativagdo quase 0).
Essa suposi¢ao permite tratar cada uma das unidades que ndo for uma unidade de entrada, como uma
fungdo srep ou uma regra booleana. Portanto, o problema de extragdo de regras se resume em
identificar as situagdes nas quais a regra € verdade.

O KBANN disponibiliza dois metodos para a extragdo de regras a partir de redes. neurais. O
SUBSET, apresentado como uma variante, mas que € praticamente idéntico ao algoritmo KT [Fu
(1991)] e 0 MofN, bem mais elaborado, que pode ser considerado uma evolugdo do SUBSET. O MofN
tira vantagem do fato das regras geradas pelo SUBSET freqiientemente envolverem expressdes m-de-
n, i.e., expressdes da forma if (M dos seguintes N antecedentes sdo verdade) then... Ambos os metodos
buscam identificar quais sdo as combinagdes de valores de entradas, em uma unidade, que provocam
sua ativagao proxima de 1. A suposi¢do de que todas as unidades na rede neural tém ativagdo perto de
zero ou perto de um, simplifica essa tarefa, forcando conexdes a terem sinal igual ao seu peso, ou entdo
a ndo terem sinal. Isso faz com que o processo de extragdo de regras considere apenas os pesos das
conexdes e ignore a ativagao da unidade a partir de onde se origina a conexdo. O processo de extragao
de regras ¢ ainda simplificado pelo fato que unidades sempre tém ativagdes ndo negativas. Isto permite
que metodos de extragao de regras assumam o peso da conexdo como um indicador da maneira como 0
antecedente sera usado. Conexdes com pesos negativos podem apenas dar origem a antecedentes
negados enquanto que conexdes com pesos positivos podem apenas dar origem a antecedentes nao
negados. Isso reduz consideravelmente o tamanho do espago de busca [Fu (1991)].

74.» O Modelo TREPAN

O algoritmo TREPAN (TREes PArroting Networks) e o sistema que o implementa estdo propostos em
[Craven (1996)]. A justificativa para a proposta do TREPAN € a mesma utilizada pelos outros métodos
que propdem uma colaboragao simbolica-conexionista, i.e., a de desenvolver classificadores que, além
de precisos, possam tambem produzir resultados facilmente inteligiveis por seres humanos. Entretanto,
implementa tal colabora¢do de maneira totalmente diferenciada daquela do KBANN.
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O TREPAN, particularmente, nao “cuida” da precisdo do conceito induzido, que fica a cargo do
proprio treinamento da rede neural. O TREPAN busca, isso sim, tornar uma rede compreensivel a seres
humanos; sob esse enfoque pode ser tratado mais como um algoritmo de aprendizado, que aprende a
tradu¢do de uma rede neural para uma arvore de decisdo, num processo que se assemelha bastante
aquele usado por varios algoritmos simbolicos de aprendizado indutivo de maquina (ver por exemplo o
ID3 [Quinlan (1986)]).

-

A tarefa de aprendizado a qual o sistema TREPAN se propde esta representada na Figura 3
concentrando a descri¢ao nas entradas necessarias e saida esperada. O processo de extracdo de regras a
partir de uma rede neural. realizado pelo TREPAN, é diferenciado dos demais métodos existentes,
inclusive daqueles propostos pelo SUBSET e MofN, uma vez que € equacionado e abordado como um
processo de aprendizado. O TREPAN pode ser considerado um sistema de aprendizado cujo objetivo é
aprender a fungao que esta representada por uma rede neural. A linguagem de representagao usada para
expressar as possiveis hipoteses aprendidas. que expressam aquela fungdo € a linguagem de arvores de
decisao.

Note na Figura 3 que o treinamento da rede (hackpropagation) € um processo a parte, que nao faz
parte do TREPAN. Entretanto. o sistema espera como entradas tanto a rede treinada quanto o conjunto
de instancias usado no treinamento. O sistema TREPAN ¢ composto pelos modulos TREPAN, que
cuida do aprendizado da arvore de decisdo a partir da rede neural, e do ORACULO, que colabora com
a tarefa de aprendizado. Uma das principais fungdes do ORACULO ¢ a de providenciar mais exemplos
de treinamento, de maneira a viabilizar uma melhor “tradu¢do™ da rede na arvore de decisdao m-de-n.

<

o o arvore de decisdo m-de-n.
O: % aprendida pelo TREPAN,

© © que “traduz” a rede neural

(@)

TREPAN

Sistema TREPAN

Figura 3. Esquema de funcionamento do TREPAN

O modulo TREPAN constroi a arvore de decisao recursivamente particionando o espago de
instancias; implementa um processo de expansio de um no que em muito se assemelha aquele usado
por algoritmos convencionais de indugdo de arvores de decisdo: um teste para a ramificagdo €
selecionado para o no e, para cada resultado do teste, um no-fitho € criado. Cada um desses nos-filhos
ou se torna uma folha na arvore ou entao e colocado numa fila para expansao futura. Embora o
TREPAN tenha muitas similaridades com algoritmos convencionais de indugao de arvores de decisao,
ele ¢ diferente em alguns aspectos, principalmente naquele relacionado ao uso de um oraculo que
colabora com a tarefa de aprendizado.

A interagao do sistema TREPAN com a rede se da através do modulo ORACULO, que pode ser
invocado para a) reescrever o conjunto de treinamento, substituindo a classe de cada instancia pela
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classe que a rede atribui a instancia; b) criar mais instancias de treinamento, com o objetivo de obter
uma arvore de decisdo mais precisa. O ORACULO ¢ versatil o suficiente para criar instancias que
satisfazem a determinadas restricdes em valores de atributo. Ele gera uma instancia completa,
selecionando randomicamente valores para cada um daqueles atributos, a0 mesmo tempo em que
garante a observancia das restrigdes.

Segundo [Craven (1996)], a grande vantagem do aprendizado usando o ORACULO ¢ a de que a
informagdo pode ser coletada no momento em que for necessaria, durante o aprendizado.

5. Discutindo a Cooperacio Simbélico-Conexionista do KBANN e TREPAN

A discussdo que sera conduzida nesta se¢do aborda tanto aspectos gerais de ambos os sistemas,
focalizando a cooperagdo simbolico-conexionista, quanto algumas peculiaridades de algoritmos que
tais sistemas implementam. Devido a limitagdo de espago, os varios algoritmos implementados por
ambos os sistemas ndo foram apresentados (podem ser encontrados em varias das referéncias listadas
no final deste artigo).

O primeiro ponto a considerar nesta discussdo foi ja mencionado na Segdo 1 e diz respeito a
principal justificativa que motivou o desenvolvimento dos sistemas KBANN e TREPAN, ie., a de
promover a compreensibilidade do aprendizado conexionista. via abordagem simbolica de uma rede
neural. Ambos os sistemas cuidam de traduzir uma rede neural em uma representagdo simbolica. O
quanto de informagdo pode ser perdida na mudanga de representagdo, as restrigdes que uma rede deve
obedecer para viabilizar tal tradugdo (caso do sistema KBANN) e o qudo “compreensivel” as
correspondentes regras sao, sao fatores que devem ser seriamente considerados, antes da utilizagdo de
tais sistemas.

O modelo KBANN ¢é bem mais restrito no sentido que usa a colaboragao simbolico-conexionista
apenas com o objetivo de refinamento da informagao simbolica, inicialmente disponivel ao sistema. A
pré-condigdo para o uso de tal sistema e ter disponivel um conhecimento expresso em regras, sobre um
determinado(s) conceito(s), bem como um conjunto de treinamento, com instancias que representam
o(s) conceito(s) em questio. O sistema parte desse conhecimento simbolico, o traduz para uma rede
neural, treina a rede com o conjunto de treinamento fornecido e traduz a rede treinada, de maneira a
voltar a ter o conhecimento expresso simbolicamente. A criagdo de uma rede neural a partir de regras ja
restringe a utilizagdo do sistema, bem como torna os algoritmos que implementam a tradugéo rede-
regra, convenientes apenas para uso em redes especificas, i.e.. redes criadas a partir de regras
simbolicas.

O modelo KBANN vale mais pelo pioneirismo, do que efetivamente pela sua contribuigdo como
um meétodo efetivo e plausivel de aprendizado de maquina. Ao tentar promover a compreensibilidade
de redes neurais, a proposta KBANN restringe de maneira dramatica o tipo da rede, isto €, promove a
compreensibilidade de redes que, a principio, ja eram compreensiveis, dado que foram geradas a partir
de um conjunto de regras. E mais, as proprias regras iniciais devem ja ser restritas, dado que devem ser
proposicionais e aciclicas. E, ainda assim, para viabilizar a cooperagdo, o sistema precisa fazer
concessdes, usar uma serie de restrigdes, bem como deixar a cargo do usuario a decisdo de alguns
aspectos cruciais, aparentemente, sem qualquer orientagdo de como ele deve proceder.

Na descri¢do do principal algoritmo implementado pelo modulo de Insergdo, dois dos passos estdo
descritos muito superficialmente em qualquer das referéncias que apresenta tal algoritmo. A descrigdo
que trata da adigdo de unidades intermediarias, apenas informa qual € a fun¢do desse passo e comenta
que a sua execugdo prové uma rede KBANN com a habilidade de aprender caracteristicas que nao
comparecem no conjunto inicial de regras. Como comentado em [Towell (1991)], pg. 20, “Devido ao
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" fato que unidades intermediarias nem sempre sdo necessarias, elas sdo apenas adicionadas mediante
solicitagdo do usuario. Esta solicitagdo deve especificar o numero e a distribuigdo entre os niveis
estabelecidos no passo anterior a adigdo de unidades.” E importante observar aqui que o usuario de tal
sistema deve ter uma compreensdo bastante profunda do que esta acontecendo, para saber se deve (ou
nio) informar o sistema que um determinado numero de unidades intermediarias serdo necessarias-e,
mais ainda. deve saber como o passo anterior do algoritmo, que cuida de rotular as unidades, funciona.
Uma vez que existem quatro estratégias diferentes para a atribuigdo de rotulos as unidades, o usuario
precisa também estar informado qual a adotada pela implementagao que esta usando.

A descricdo do passo que trata da adi¢do a rede, de unidades de entrada, sofre dos mesmos
inconvenientes ja mencionados. A maneira como ele ¢ descrito deixa duvidas de como efetivamente
esse passo ¢ implementado pelo sistema. Ndo € mencionado como o sistema identifica a necessidade de
novas unidades de entrada e de como essas unidades sio criadas. Alem disso, fica a duvida de qual
simbolo tais unidades de entrada representam, se € que representam algum simbolo. Como deve, entao,
ser interpretado o conjunto de regras que sera gerado no final, que eventualmente faz uso das unidades
(intermediarias e/ou de entrada) introduzidas pelo usuario?

O exemplo fornecido pelo autor para motivar a descri¢ao de ambos os passos ndo esclarece muito
pois assume. para facilidade de entendimento. que o usuario do sistema solicitou a introdu¢ao de uma
unidade intermediaria e duas de entrada. Como o usuario detectou tal necessidade e como descobriu o
nivel com que tal no intermediario deveria ser introduzido, ndo € mencionado.

Apesar do modulo de Refinamento ser uma implementagao direta do algoritmo hackpropagation,
foram necessarias alteragdes no calculo da fung¢do do erro, de maneira a evitar o problema do flat spot
causado pela abordagem discretizada (0 ou 1) de construgao da rede KBANN pelo modulo Insergao.
Estamos chamando a atengdo para esse fato justamente para evidenciar 0 quanto o autor investiu em
pesquisa para tentar encontrar as solugdes que contornassem os problemas que o seu modelo de
colaboragdo simbolica-conexionista apresentou.

Para viabilizar a tradugdo da rede em um conjunto de regras, o modelo KBANN exige que o
treinamento realizado pelo modulo de Refinamento nao tenha mudado significativamente o significado
das unidades (ndo especificando exatamente o que ¢ uma mudanga significativa e/ou fornecendo
critérios para avaliar se isso aconteceu), bem como assume que todas as unidades da rede refinada
estdao ativadas ou desativadas. suposi¢do altamente conveniente (e altamente limitante tambeém) quando -
se tem em mente a criagdo de regras. Esta ultima suposi¢ao praticamente exige que a rede seja um
conjunto de regras. so que organizado de maneira um pouco diferenciada.

Todas as restrigdes. indefini¢des e convenientes suposi¢des nos levam a questionar a efetiva
colaboragdo que o uso de um tal sistema pode trazer. quando aparentemente. a vantagem principal que
tem € a de refinar um conjunto inicial de regras. Até que ponto um usuario potencial estaria em
condi¢des de fornecer as informagdes exigidas pelo sistema. saberia conduzir a sua execugdo, sabendo
ao certo se deve (ou ndo) fornecer novas unidades intermediarias (e seu correspondente nivel) ou entao
unidades de entrada. ao sistema. Enfim. o que nos perguntamos € se um usuario se arriscaria a refinar
um conjunto de regras usando um procedimento que, eventualmente, poderia comprometer a qualidade
das regras. E nos perguntamos. também, o quanto de refinamento tal modelo pode introduzir nas regras
originais. O refinamento, além da rede. ¢ fun¢ao tambem do conjunto de treinamento, i.e., dependendo
das instancias desse conjunto, os resultados podem nao trazer qualquer refinamento.

Apesar de se propor apenas a extragdo de regras a partir de redes neurais, 0 modelo de cooperagao
proposto pelo TREPAN € mais geral que o KBANN, no sentido que ndo impde restrigdes quanto ao
tipo de rede sobre a qual opera. O TREPAN pode ser abordado sob duas perspectivas: como um
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sistema simbolico de aprendizado de maquina, que aprende arvores de decisdo m-de-n, contando com a
cooperagdo de uma rede neural para realizar esse aprendizado ou entdo como um sistema que “traduz”
uma rede em uma arvore. Isso se deve ao fato do Modulo TREPAN usar, para o aprendizado da
arvore, as instancias de treinamento utilizadas no treinamento da rede. Tais instancias, entretanto, nao
s30 exatamente as mesmas. Para elas serem utilizadas pelo Modulo TREPAN, elas sdo “corrigidas™
(pelo ORACULO), i.e., a classe original ¢ substituida pela classe que a rede atribui a instincia.. O
sistema TREPAN nada mais é do que um sistema convencional de aprendizado de arvores de decisdo
m-de-n. Como as instancias utilizadas para o aprendizado da arvore sdo instancias que tiveram a classe
atualizada pela classe que a rede lhes atribuiu, a arvore construida tende a refletir o comportamento da
rede. O TREPAN oferece um pouco mais ainda pois permite a geragdo de mais exemplos de
treinamento, quando necessario. ‘Apesar da proposta ter uma certa originalidade, deixa duvidas com
relacdo a sua efetiva contribuicdo. O fato de um conceito poder ser expresso como uma arvore
(facilmente traduzida como um conjunto de regras de producdo) ndo necessariamente implica que a
compreensibilidade do conceito aumenta. Em dominios cujas instancias de treinamento sdo descritas
por atributos sub-simbolicos, por exemplo. a compreensibilidade da arvore estara comprometida.

6. Conclusodes

Apesar de acharmos que ambos os sistemas discutidos ndo apresentam contribui¢des significativas a
area de aprendizado de maquina. uma vez que estdo sujeitos a uma série de limitagdes e restrigdes com:
resultados nem sempre satisfatorios. acreditamos ser ainda prematuro abandonar definitivamente a
colaborac¢do simbolico-conexionista proposta por esses dois modelos. "Uma avaliagdo empirica do uso
de tais sistemas em um numero bem maior de dominios (do que a realizada pelos autores) € ainda
necessaria para subsidiar melhor qualquer decisdo. Apesar disso, € patente o dominio restrito de
aplicabilidade do modelo KBANN e ¢é questionavel que a cooperagao proposta por ele seja realmente
efetiva. Além disso. embora os dois sistemas discutidos sejam representativos de dois modelos de
colaboragdo simbolica-conexionista, eles ndo sdo os unicos. O estudo e pesquisa descritos neste artigo
terdo continuidade no exame e avaliagdo de outras propostas. Entretanto, ndo pode ser esquecido que
modelos cooperativos simbolico-conexionistas precisam ser mais gerais para efetivamente serem de
maior utulidade.
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